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 تشخیص و طبقه بندی میوه ها با استفاده از یادگیری عمیق )مطالعه موردی گیاه خرما( 
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  دهیچک

با ساختار منحصر به فرد براي استخراج ويژگي ها و کلاسبندي يک تکنولوژي جديد در زمينه بينايي ماشين مي باشد.  شبکه عصبي کانولوشني

امروزه يکي از چالشهاي موجود استفاده از يادگيري عميق در بخش کشاورزي و برداشت محصول و بسته بندي بر اساس کيفيت براي مصارف داخلي 

شد. در اين مطالعه روشي جديد براي تشخيص خرماهاي سالم مورد بررسي قرار گرفته و همچنين جداسازي و همچنين کمک به صادرات مي با

ز تشخيص اينکه خرما در کدام مرحله از رسيدن مي باشد. مجموعه داده اين تحقيق با استفاده از دوربين تلفن همراه تحت شرايط کنترل نشده ا

اشد جمع آوري شده است. اين مجموعه داده شامل تصاويري در چهار کلاس مي باشد که سه کلاس خرماي شاهاني که خرماي خاص ايران مي ب

در اين تحقيق از روشهاي شبکه عصبي کانولوشني  خلال و رطب و تمر مربوط به مراحل بلوغ خرما و يک کلاس مربوط به خرماهاي معيوب مي باشد.

گرا جهت استفاده شده و با اضافه کردن تصاوير بدست آمده از هيستوگرام گراديان  Resnetو  VGG16و شبکه هاي از پيش آموزش داده شده نظير 

 بدست آمد. %98دقت براي پيدا کردن بهترين نرخ يادگيري که به مدل و همچنين با استفاده از تکنيکي 
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Abstract  
Convolutional neural network with a unique structure for feature extraction and 

classification is a new technology in the field of machine vision. Today, one of the challenges is 
to use deep learning in agriculture, harvest and quality-based packaging for domestic use as 
well as export industry . this study presents a method for discriminating and separating healthy 
dates, as well as predicting the ripening stage of dates. 
The data set of this research was collected using a smart phone camera under uncontrolled 

conditions from shahani dates, which are specific to Iran. This data set includes images in four 

classes, three classes related to  khalal, rutab, tamar which are the stages of date maturation 

and one class related to defective dates. this research constructed from convolutional neural 

network methods, pre-trained networks such as VGG16 and Resnet. The Accuracy was 

measured by adding images obtained from Histogram of Oriented Gradient (HOG) to the 

model and using CLR call back technique The model was able to achieve an overall 

classification accuracy of 98%.  
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 مقدمه  – 1

امروزه طبقه بندي ميوه ها چه در زمينه صنعت و چه 

در زمينه کشاورزي حائز اهميت مي باشد. در کشاورزي براي 

بلوغ  زمان برداشت ميوه از نظر ،هايي با کيفيت بالا توليد ميوه

اي آن بسيار مهم مي باشد براي ارزيابي بلوغ ميوه ها ويژگي ه

رد فيزيکي و تصويري و شيميايي ميوه مورد ارزيابي قرار مي گي

ک ويژگي ها به کم و با استفاده از تصاوير بدست آمده از اين

بندي خودکار بهترين زمان برداشت ميوه از مکانيزهاي طبقه

ميوه خرما يک محصول  .[1]شود  ت کيفيت  مشخص ميجه

کشاورزي اساسي در خاورميانه و کشورهاي شمال آفريقا است 
 ودر خاورميانه دارد. طبق سازمان غذا  مهميکه نقش اقتصادي 

 کننده خرما ميده کشور اول توليد ايران جزو  (FAO)کشاورزي 

ر خرما با توجه به مواد معدني و ويتامين بسيار زيادي که د باشد.

مي  همه افراد پيشنهادوجود دارد بعنوان يک انتخاب سالم براي 

ه که ب شود. خرما داراي چهار مرحله در فرآيند رسيدن مي باشد

 طور سنتي با تغيير بافت، رنگ و طعم آن توصيف مي شود. اين

 کيمري، خلال يا خارک ، رطب و تمار يا تمرتيب مراحل به تر

در سه مرحله از رسيدن خلال، رطب و تمار خرما مي باشد که 

برداشت و مصرف مي شود. انتخاب مراحل رسيدن براي برداشت 

 وو بازاريابي وابسته به نوع خرما و شرايط پرورش و اقليمي 

و  ند رشدهمچنين تقاضاي بازار مي باشد. متاسفانه در طول فرآي

مرحله برداشت محصول ممکن است توسط حشرات، کنه ها و 

تجهيزات مکانيکي آسيب ببينند و اين خسارات باعث صدمات 
به  .اقتصادي قابل توجهي به انبار و صادرات ميوه خرما مي شوند

ه دو دليل خرماهايي با مراحل بلوغ مختلف نبايد کنار هم بست

رهم بنند اثرات متقابل مخربي بندي شوند اول اينکه آنها مي توا

اي داشته باشند دوم به منظور بهبود شرايط بازاريابي سليقه ه

هاي طبقه بندي روش مختلف مشتري بايد در نظر گرفته شوند.

اين سنتي خرما وقت گير، پرهزينه و خسته کننده مي باشند بنابر

ه هزين پايين آوردنسيستم هاي مرتب سازي اتوماتيک بايد براي 

بسته بندي و افزايش رضايت مشتري  و بهبود کيفيت محصولو 

هاي غير مخرب براي در اين راستا نيازمند روش توسعه يابند

 .شناسايي مراحل بلوغ خرما مي باشيم

در اين مقاله برخي از تحقيقات انجام گرفته در جهت 

طبقه بندي اتوماتيک ميوه ها بررسي مي شوند. استفاده از شبکه 

طبقه بندي خرماها به سه دسته پيشنهاد شد عصبي براي 

هاي استخراج شده شامل شکل و سايز خرما استخراج و ويژگي

علاوه بر سيستم بينايي ماشين، برخي محققان از طيف سنجي 

مادون قرمز به عنوان يک روش غير مخرب براي تشخيص انواع 

                                                             
1 Transfer learning 

. برخلاف [2]و کيفيت خرما در مراحل بلوغ استفاده کردند 

هاي عصبي مصنوعي، شبکه عصبي کانولوشني توانايي شبکه

استخراج ويژگي و کلاسبندي با استفاده از عمق و تقسيم وزن 

 ها را دارند.ميان گره

براي برداشت  در اين تحقيق يک روش بينايي ماشين

  8000ميوه خرما به وسيله ربات پيشنهاد شد پايگاه داده شامل 
ا بتصوير گرفته شده از نخلستان کشور عربستان از چندين خرما 

و  vgg16مراحل بلوغ مختلف مي باشد. از شبکه هاي 

AlexNet  براي ساخت مدل استفاده شدند  و دقت هاي

  .[3]حاصل شد  %59/98و  25/97%

تعيين سطح بلوغ ميوه خرما همچنين در اين مقاله 

با استفاده  و ناقص مورد بررسي قرار گرفتجداسازي ميوه سالم از 

از مدل از روش  سازي شداز مدل شبکه عصبي کانولوشني پياده

 %96 دقت اده و در نهايتبراي کلاسبندي استف 1يادگيري انتقالي

 .[3]بدست آمد 

 

 تهیه پایگاه داده  – 2
در اين مطالعه خرماي شاهاني که به عنوان ميوه 

خرماي مرطوب در نظر گرفته مي شود انتخاب شده است. براي 

به  تهيه پايگاه داده خرماهاي اين پژوهش، سه مرحله بلوغ خرما

نام هاي رطب و خلال و تمر که از باغهاي جهرم جمع آوري 

صوير شدند. از يک دوربين گوشي هوشمند سامسونگ براي ثبت ت

ال استفاده شده پس زمينه تصوير ثابت نگه داشته شده با اين ح

پارامترهاي ديگر مانند فوکوس، زاويه ثبت تصوير شرايط 

اده دروشنايي و فاصله دوربين از نمونه ها ثابت نيستند مجموعه 

تصوير از خرماهاي سالم و معيوب مي باشد هر  5428ها شامل 

مراحل رشد مختلف و عکس خرما به صورت دستي بر اساس 

خرماهاي ناقص توسط متخصصان طبقه بندي شد بنابراين چهار 
 ، رطب1308کلاس مورد نظر در اينجا عبارتند از: خارک شامل 

و خرماهاي ناقص 1136تصوير ، تمر يا خرما شامل  1152شامل 

مورد است. در اين مطالعه، خرماهاي ناقص مانند  1832شامل 

 شرات، کنه ها و پرندگان، خرماهاييخرماهاي آسيب ديده از ح

 که با وسايل مکانيکي موقع برداشت آسيب ديده اند. خرماهاي

 1985-143نارس و خرماهاي کپک زده که به وسيله استاندارد 

هاي خي از تصاوير بدست آمده از نمونهبر 1تعيين شده اند. شکل 

 ميوه خرما را نشان مي دهد.



 

3 
 

 خلال

   

 رطب
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ی شاهانی و خرمای ( نمونه تصاویر مراحل بلوغ خرما1-شکل )

 معیوب

 

 حقیقتشیوه انجام  -3
شبکه عصبي : پیش پردازش تصاویر -3-1  

 بنابراينکانولوشني براي يادگيري نياز به  پارامترهاي زيادي دارد 

به مجموعه داده زيادي از تصاوير خرما مي باشد در غير نيازمند 

بيش ريسک استفاده از شبکه عصبي کانولوشني اينصورت 

از آنجائيکه اغلب امکان افزايش تعداد  .را بالا مي بردشدن  2برازش

 تصاوير ورودي بدون افزايش موازي هزينه و زمان ممکن نيست

مجموعه داده آموزشي   augmentationروش افزايش داده  در

به وسيله تکنيک هاي پردازش تصوير با برچسب و کلاس مشابه 

، جابجايي 4، معکوس کردن عمودي و افقي3مانند چرخش

 8، تغيير شدت روشنايي7بزرگنمايي، 6جابجايي طولي، 5عرضي

 جلوگيري شود. براي اين کارافزايش مي يابد تا از بيش برازش 

که  DataSet Generationزير استفاده مي شود  از سه روش

 شودايجاد مي  جديد به وسيله کد تا نمونه 10مثلا از هر تصوير 

  د.نشودر حافظه ذخيره مياين تصوير که 

 in-placeيا  ImageDataGenerator :روش دوم

augmentation  يادگيري مدل از آن استفاده  فرآينددر که

کرده ولي در حافظه ذخيره نمي شود  و روش سوم استفاده از 

ترکيب دو روش بالاست که در اين مبحث بدليل کمبود ديتا 

                                                             
2 overfit 
3 Rotation 
4 horizontal-flip 
5 width shift 
6 height shift 
7 zoom 

کافي از اين روش استفاده شد. بدين ترتيب تعداد تصاوير آموزش 

 . تصوير افزايش يافت 37056تا 

به : شبکه عصبی کانولوشنی معماری -3-2 

شبکه عصبي کانولوشني مي تواند  RGBمنظور آموزش تصاوير 

شامل لايه هاي کانولوشني به عنوان لايه هاي اصلي باشد وظيفه 

اين لايه ها استخراج ويژگي هاي سطح پايين از قبيل لبه ها، 

ها و رنگها به وسيله فيلترها است عملگر کانولوشن نسبت به لکه

علاوه بر لايه هاي . [4] ي باشدانتقال و چرخش تغيير ناپذير م
pooling  از ديگر لايه هاي متداول مي باشند که وظيفه کاهش

. در نهايت مانند شبکه عصبي ساختار [5] سايز تصاوير را دارند

شبکه عصبي کانولوشن ها شامل لايه هاي کاملأ متصل مي 

  .باشند

انتشار  9تغذيه رو به جلوآموزش شامل دو مرحله مي باشد :  و 

 10رو به عقب

خطاي شبکه به وسيله تغذيه رو به جلو در مرحله 

مقايسه تفاوت بين تصوير داده شده به شبکه و خروجي برچسب 

ن گراديا انتشار رو به عقبگذاري شده بدست مي آيد. در مرحله 

س هر ماتريس وزن بر وابسته به خطاي شبکه بدست مي آيد سپ

  .[6]شود اساس گراديان محاسبه شده به روز رساني مي

يادگيري براي انجام کارهاي کلاسبندي از تکنيک 

استفاده مي شود که در آن ساختاري مختلف پيش  انتقالي
با آموزش ديده از شبکه عصبي کانولوشني وجود دارد که 

ميليون تصوير برچسب دار مانند  1.4مجموعه داده از 

Imagenet  اند.کلاس متفاوت آموزش ديده 1000با 

راج شده توسط اين شبکه هاي استخاز آنجا که ويژگي

هاي خرما مناسب نمي باشد بنابراين بايد از تکنيک براي ميوه

fine-tune شبکه استفاده کرد به عنوان مثال در VGG  لايه

Dens  را حذف مي کنيم و سپسconvolution base  را

کرده و جلوي تغييرش را مي گيريم سپس روي  11منجمد

. لايه 13آموزش را انجام مي دهيمجديد  12کلاسبندمجموعه 

هايي که زودتر مي آيند در مدل ويژگي هاي عمومي تر را 

مشخص مي کنند )مانند لبه ها، رنگ و بافت( در حالي که لايه 

تري را استخراج  abstractلاتر هستند ويژگي هاي هايي که با

مي کنند. اگر ديتاست کوچک و متفاوت با ديتاست آموزش ديده 
باشد بايد از لايه هاي پايين تر استفاده شود در واقع فرآيند 

آموزش با ماتريس وزن هاي شبکه مورد نظر به جاي شروع با 

ي شبکه عصبدو يک ماتريس وزن تصادفي آغاز مي شود. 

8 shear intensity 
9 Feed-forward 
1 0 Back-propagation 
1 1 frozen 
1 2 classifier 
1 3 train 
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 VGG19کانولوشني که در اين تحقيق به کار گرفته شد شامل 

[7] Reznet150  [8] .مي باشد 

عمق شبکه عصبي کانولوشني نقش مهمي در دقت 

کلاسبندي ايفا مي کند و با افزايش عمق شبکه عصبي 

 .بندي کاهش مي يابدکلاسکانولوشني خطاي 

 روش های پیشنهادی -4
مدل پيشنهادي براي تشخيص و طبقه بندي ميوه ها 

ه صورت مراحل اجراي آن ب باشد.پژوهش مناسب مياين از جمله 

 زير مي باشد.

 مرحله اول : ساخت مدل با شبکه عصبي کانولوشني

براي تصاوير خرما  14گراجهت  هيستوگرام گراديان مرحله دوم: 

 داده مي شود که در ادامه مدل هيستوگرام شرحبکار گرفته شد 

  شدند.تصاوير بدست آمده بعد از هيستوگرام به مدل اضافه  و 

 Cyclical [9] پيشنهادي callbackمرحله سوم: استفاده از 

بالا بردن دقت و  بهينه براي 15نرخ يادگيريبراي پيدا کردن 
 اي استفاده شده در پروژه.هسرعت مدل

ر تصاوی جهت گراگرادیان  هیستوگرام -4-1 

گرا يک توصيفگر ويژگي مي جهت هيستوگرام گراديان  خرما: 

ظور باشد. اين روش در بينايي رايانه اي و پردازش تصوير به من

 تشخيص شي مورد نظر مورد استفاده قرار مي گيرد. تعداد شيب

در بخش محلي يک تصوير را محاسبه مي کند. هيستوگرام 
يک  بر ساختار و شکلگرا بهتر از هر توصيفگر لبه جهت گراديان 

ي ها د و از اندازه و زاويه شيب براي محاسبه ويژگشي تمرکز دار

با  و براي مناطق تصوير، نمودار هيستوگرام رااستفاده مي کند 

  استفاده از اندازه و جهت شيب توليد مي کند.

 به طور خلاصهمراحل پيدا کردن هيستوگرام گراديان جهت گرا 

 است. در زير آورده شده

پيکسل  128*64پيش پردازش: اندازه تصوير را به  -

تغيير مي دهيم. تصحيح گاما نيز يکي از موارد پيش 

 پردازش مي باشد.

محاسبه گراديان تصاوير: براي محاسبه هيستوگرام  -

گراديان جهت دار ابتدا بايد گراديان هاي افقي و 

 عموري را بوسيله فيلتر کردن تصوير توسط کرنل هاي

 .محاسبه کرد 2موجود در شکل 

 
 ریتصاو لتریف ( کرنل2-)شکل 

                                                             
1 4 Histogram of Orienred Gradient(HOG) 

اندازه و جهت شيب  2و  1فرمول هاي با استفاده از  -

 محاسبه مي شوند.

𝑔 = √𝑔𝑥
2 + 𝑔𝑦

(1-)فرمول            2  

 

θ = tan−1
𝑔𝑦

𝑔𝑥
(2-)فرمول              

 بسياري از اطلاعات غير ضروري )مثل زمينه ي گراديانتصوير 

ا رنگي و ثابت تصوير( را حذف مي کند. اما نماي کلي تصوير ر
عد نمونه اي از تصوير خرما ب 2در شکل برجسته تر خواهد کرد. 

 از اعمال هيستوگرام گراديان جهت گرا آورده شده است

 

 
 یستوگرامخرما بعد از اعمال ه ری( نمونه تصو3-)شکل 

 گرادیان جهت گرا

 

هاي در روش :هینهبتعیین نرخ یادگیری  -4-2 

هم ممعمول پيدا کردن نرخ يادگيري که يکي از هايپرپارامترهاي 

 در يادگيري مي باشد اغلب از کاهش نرخ يادگيري استفاده مي
افزايش  نرخ يادگيري شد در اين روش غير از کم کردن گاهي

ر دنرخ يادگيري افزايشي و کاهشي باشد تا  به عبارتيمي دهند 

ع صورت افتادن در کمينه محلي بتواند از آن خارج شود در واق

رخ کار اصلي آن پيدا کردن نرخ يادگيري مناسب مي باشد. اگر ن

ر نمي واگرا شده و به جواب مورد نظ يادگير را اشتباه بدهيم مدل

 سد.ر

نشان  3ل شماره نحوه به روز رساني وزن هاي شبکه در فرمو

وزن شبکه مي باشد در هر مرحله وزن از  𝜃𝑖داده شده که 

همان نرخ يادگيري  αگراديان نسبت وزن کم مي شود که ضريب 

 مي باشد. 

𝜃𝑖: = 𝜃𝑖 − 𝛼
𝛿𝑓(𝜃𝑖)

𝛿𝜃𝑖
(3-)فرمول        

کوچک باشد يادگيري خيلي کند مي شود. اگر  αاگر ضريب 

هيچ وقت به هدف نمي شده بزرگ باشد گامها بزرگ  αضريب 

 رسد و واگرا مي شود.

از نرخ  همراحل پيدا کردن نرخ يادگيري با استفاد

  Cyclical:يادگيري

1 5 learning rate 
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  (1e-10ابتدا با يک نرخ يادگيري کوچک )مثل  -

ي جلوگيري از کند برامي مدل شروع به يادگيري 

با  epochگيري به جاي هر کند شدن فرآيند ياد

يک مقدار مشخص با نرخ يادگيري  batchهر 

 .افزايش پيدا مي کند مربوطهشده با فرمول 

شبکه مورد نظر را با پارامتر نرخ يادگيري گفته  -

آن را ذخيره  loss  دهيم سپسمي شده آموزش 
کرده در هر بار عوض شدن نرخ يادگيري مقدار 

loss  شود. در نهايت نموداري داريم که مي ذخيره

پيشرفتش  يادگيري با توجه به کم بودن نرخابتدا 

محسوس نيست ولي وقتي نرخ يادگيري بيشتر مي 

مناسب پيدا مي کند  lossشود شيب کاهش 

اوضاع  با زياد شدن نرخ يادگيري تاجايي به بعد

بالا رفته و واگرا شده است  lossبدتر مي شود و 

 مي شود. logتمام اين مراحل 

در بازه اي از نمودار که بيشترين شيب کاهش  -

loss  نشان داده  4همانطور که در شکل را داريم

 . بهترين نرخ يادگيري قرار داردشده است 

 

 
 بهینه یادگیری نرخ بازه( 4 - )شکل

 

  هاآزمایش  -5
مدل ازپیش  آزمایش اول: استفاده از -5-1 

 VGG19آموزش دیده 

يک شبکه عميق و داراي ساختار  VGGNetشبکه 

کمي پايين  VGGبا وجود اينکه قدرت طبقه بندي  استهمگن 

مي باشد نسبت به آن پيچيدگي کمتري  GoogleNetتر از 

 VGGNetمعماري دارد و مشخصه هاي ايجاد شده توسط 

نسبت به ديگر شبکه هاي عصبي کانولوشني بهتر عمل مي کند. 

هاي محبوب در يادگيري عميق و کارهاي بينايي از انتخابيکي 

بلوک مختلف است که  5متشکل از VGGNet باشد. ميماشين 

به طور همگن و زنجيره اي تنظيم مي شوند تا خروجي هر بلوک 

ورودي بلوک بعدي باشد در اين معماري ويژگي هاي قدرتمند 

                                                             
1 6 Fine- tune 
1 7 Vanishing Gradient 

بنابراين به  تصاوير مانند بافت، شکل و رنگ استخراج مي شود.

ه حاضر دليل کارايي مناسب در وظايف کلاسبندي براي مطالع

 .انتخاب شده است

شبکه براي تشخيص ميوه هاي  16 از تنظيم دقيقدر اين آزمايش 

 منجمدرا  5بلوک   cov1تا لايهخرما استفاده شد بنابراين  

در نظر گرفته شد. سپس به ترتيب  5مقدار  batchکرديم تعداد 

و  64و  128و  256را به  Densمرحله بعد لايه هاي لايه هاي 
Dropout  تغيير  0.3با نرخ  براي جلوگيري از بيش برازشرا

نورن براي کلاسبندي مدل ساخته شد. از  4در پايان با داديم و 

استفاده شد  0.0001با نرخ يادگيري  nadamتابع بهينه سازي 

 .بدست آمد 0.9735که در نهايت دقت 

ه در مرحله بعدي از مدل پيشنهادي ارائه شده در مقال

رسانده و 0.9886شديم دقت را به  موفقاستفاده کرديم 

 بدست آمد. 0.00001همچنين بهترين نرخ يادگيري 

مدل ازپیش  : استفاده ازدومآزمایش  -5-2 

 Resnet152آموزش دیده 
هاي عصبي ها محققان به ايجاد شبکهطي سال

هاي بيشتر( براي حل و بهبود چنين تر )افزودن لايهعميق

اند، اما موضوع اين است که کردهاي تمايل پيدا کارهاي پيچيده

ها ي عصبي، آموزش آنهاي بيشتري به شبکهبا افزودن لايه

کند. شود و دقت عملکرد شبکه شروع به کاهش ميدشوار مي

آيد و به حل اين مشکل مان ميبه کمک  ResNet اينجاست که

هاي قبل از معرفي اين شبکه استفاده از شبکه .کندکمک مي

ها هاي زياد دچار مشکل بود. با افزايش تعداد لايهلايهعصبي با 
ي رزنت شد؛ شبکهمي  17 شبکه دچار مشکل محوشدگي گراديان

حلي اين مشکل را تا حد زيادي برطرف کند؛ ي راهتوانست با ارائه

لايه هم داشته  152همين دليل، اين شبکه قادر است حتي تا به

حلي بود که راه 19اضافييا اتصالات  18اتصالات ميانبر.باشد

 هاي عميق ارائه کرد.براي حل مشکل شبکه ResNet شبکه 

 Resnet152در اين آزمايش از معماري ازپيش آموزش ديده 

 منجمدرا  conv5_block3_3_conv استفاده کرديم تا لايه

در نظر گرفته شد. سپس به  163مقدار  batchکرديم تعداد 

 Densلايه نورن و  64نورن و  128با   Densترتيب لايه هاي 

نورن براي کلاسبندي مدل ساخته شد. با در نظر گرفتن  4با 

دقت  epoch 30در نهايت با تعداد   adamتابع بهينه سازي 

 بدست آمد.  0.8815

1 8 Skip Connections 
1 9 Residual Connections 
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در مرحله بعد دقت مدل گفته شده در بالا را با 

 برسانيم و نرخ 0.9453دقت  بهاستفاده از طرح پيشنهادي 

 تعيين شد.  0.0004يادگيري بهينه مقدار 

 پارامترهای ارزیابی -6

نشان بعد از اجراي  5نمودار موجود در تصوير شماره 

 VGG19روش پيشنهادي براي تعيين نرخ يادگيري مدل 

 بهترين نرخ يادگيري مي باشد. 5−10باشد که مي

 
 VGG19در مدل  بهینه یادگیری نرخ ( بازه5 - )شکل

نشان  1خلاصه نتايج آزمايش ها در جدول همچنين 

 داده شده است.

 .خلاصه نتایج آزمایش ها (1-جدول )

میزان  

 پارامترها

نرخ 

 یادگیری

 دقت

10،037،70 (vgg19)1آزمایش 
0 

0.0001 35/9%
7 

 2آزمایش 

(vgg19 ,HOG) 

10،037،70

0 

0.0000

1 

86/%9

8 

 3آزمایش 

(Resnet152) 

26،279،10

8 

0.0001 15/%8

8 

 4آزمایش 

(Resnet152,HOG
) 

26،279،10

8 

0.0004 53/%9

4 

با استفاده از ماتريس آشفتگي مقادير زير براي بهترين مدل 

توانست  مرحله رسيدن خرما را با دقت بالايي پيش بيني کند 

 بدست آمد.

Precision= 0.93 

Recall=0.91 

ايم نزديک بودن اين دو مقدار نشان مي دهد که تقريباً توانسته 

 مدل مناسبي بدست آوريم.

 نتیجه گیری -7
کلاسبندي ميوه خرما بر اساس مراحل مختلف بلوغ 

در صنعت غذا مي باشد روش هاي طبقه  يکي از فرآيند مهم

. در اين مطالعه از شبکه بندي شامل چندين مرحله مجزا هستند

عصبي عميق براي غلبه بر سيستم هاي سنتي براي تشخيص 

لم و مراحل رسيدن خرماهاي سالم استفاده خرماي ناقص و سا

 شد.

بعد از اصلاح مدل بدست  VGG19بهترين نتيجه از معماري 

آمد سپس استفاده از تصاوير هيستوگرام دقت مدل را بالاتر ببريم 

و در نهايت از روش پيشنهادي براي بدست آوردن نرخ يادگيري 
نتايج  و جلوگيري از بيش برازش استفاده شد. در اين آزمايش

در مقايسه با نتايج بدست  VGG19بدست آمده از مدل هاي 

 بسيار بهتر بود  Resnet152آمده از مدل 

مدل هاي کانولوشني را براي طبقه بندي  بالاي اين نتايج عملکرد

تشخيص خرماي سالم از خرماي ناقص و پيش بيني مراحل بلوغ 

صنايع غذايي را نشان داد. بنابراين مي توان از اين روش براي 

 .بتني بر گوشي هاي همراه بکار بردمدرن و کاربردهاي م
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